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概要
近年、機械学習技術の発展により、様々な場面において人工知能の応用が進んでいる。中で

も、試行錯誤を繰り返すことにより最適な行動系列を学習する手法である強化学習は、複雑な
動作の実現や未知の環境への対応が可能なロボットを作成するための技術として注目を集めて
いる。一方、従来の強化学習には、サンプル効率の悪さと汎化性能の低さという欠点が存在し、
これらは自律ロボットの実現において解決すべき重要課題である。「脳型人工知能」は、脳科学
の知見を利用した機械学習手法であり、人間の脳内で行われる情報処理の過程を模して作られ
ている。
　その一種に「世界モデル」がある。「世界モデル」とは、人間の脳における情報処理の認知科
学的な理解の 1 つであり、観測情報から外界をモデル化する枠組みである。David Ha らは、
「世界モデル」を用いて時間発展する外界の状態を予測し、その結果に応じた行動選択を可能に
するモデルを、モデルベース強化学習の枠組みで実装した。これを用いたゲーム AIは従来の
強化学習手法より良い結果を出した [1]。
　しかし、「世界モデル」は、観測情報が高次元であるなどの理由から実環境への応用例が少
ない。我々のグループのコンセプトは、脳の構造や情報処理の工学的応用の推進とした。そこ
で、「世界モデル」の一種である、Dreamer [2]を用いた AIカーを構築し、実環境内での自動
運転の実現を目的とした。実機の構築にはラジコンカー向け自動運転プラットフォームである
Donkey Car [3]を用いた。
　しかし、「世界モデル」は、観測情報が高次元であるなどの理由から実環境への応用例が少
ない。我々のグループのコンセプトは、脳の構造や情報処理の工学的応用の推進である。そこ
で、「世界モデル」の一種であり、Dreamer [2]を用いた AIカーを構築し、実環境内での自動
運転の実現を目的とした。実機の構築にはラジコンカー向け自動運転プラットフォームである
Donkey Car [3]を用いた。
　まず、我々はシミュレーション環境内における AIカーの適切な走行獲得を目指した。この
目標の達成に向けて、我々は実環境での自動運転を見据えた報酬設定を行い、我々が用意した
シミュレーターで強化学習を行うことで AIカーが適切な走行を獲得できるか検証した。ただ
し、シミュレーション環境は、既存のシミュレーターにおける機械学習手法を教師あり学習か
ら Dreamer を用いた強化学習に置換することで実装した。この結果、シミュレーション環境
内において、我々が設定した報酬で適切に自動走行できることを確認した。また、別の環境で
のファインチューニングにより AIカーの学習を行った結果、その環境でも適切に自動走行で
きることを確認した。
　次に、ラジコンカーを改造し、実環境での自動運転の実現を目指した。この目標の達成に
向けて、我々はシミュレーション環境内での学習により得たモデルを用いて AIカーを自動走
行させてデータを取り、それを用いてシミュレーター上で学習を行うことで AIカーが実環境
で適切な走行を実現できるか検証した。ただし、AI カーは、エッジ AI 用マイコンの Jetson

Nano [5]や Donkey Car kit [6]を用いて実装した。この結果、シミュレーションにより得ら
れた学習済みモデルを用いた AIカーが適切に自動走行できることを確認した。
　本グループでは、実環境内での自動運転の実現に向けて活動した。その結果、適切にコース
を走行する AI カーを「世界モデル」を用いて実装し、実環境内での自動運転を実現できた。
今回の成果は、脳型人工知能の発展や自律型ロボット分野での実用化に貢献するものと考えて
いる。今後は、AIカーのサンプル効率や汎化性能をさらに向上させ、実世界の様々なシーンで
の応用の可能性を探っていきたいと考えている。

キーワード 世界モデル, 深層学習, 自動運転, Jetson Nano

（※文責: 黒岩蒼太郎）
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Abstract

In recent years, there has been a proliferation of arti�cial intelligence in various settings
due to advances in machine learning technology. Among these is reinforcement learning,
a method of learning optimal sequences of actions through repeated trial and error,
which has gained attention as a means of creating robots capable of exhibiting complex
behaviors and adapting to unknown environments. However, traditional reinforcement
learning su�ers from low sample e�ciency and low generalization performance, which are
critical issues that must be addressed in the development of autonomous robots. Brain-
based arti�cial intelligence, on the other hand, is a machine learning approach that
exploits the �ndings of brain science and mimics the information processing processes
that occur in the human brain.

One type of arti�cial intelligence that falls under this umbrella is "World Model",
which is a cognitive science understanding of information processing in the human brain
and a framework for modeling the external world from observed information. David Ha
et al.[1] implemented a model that predicts the time-evolving state of the external
world using "World Model" and enables action selection based on the results within the
framework of model-based reinforcement learning. The use of this model in an AI game
has resulted in superior performance compared to traditional reinforcement learning
methods.

Despite this, "World Model" has limited real-world applications due to the high
dimensionality of the observed information. As such, our group aims to promote the en-
gineering applications of brain structure and information processing by constructing an
AI car utilizing the "Dreamer" [2], a type of "World Model", with the goal of achieving
automated driving in a real-world environment. To this end, we employed the Donkey
Car [3], a self-driving platform for radio-controlled cars, as the physical machine.

First, we aimed to obtain appropriate driving for the AI car in the simulation
environment. To achieve this goal, we set up a reward system for automatic driving in
a real environment, and veri�ed whether the AI car could acquire appropriate driving
by reinforcement learning in our simulator. However, the simulation environment was
implemented by replacing the machine learning method in the existing simulator from
supervised learning to reinforcement learning using Dreamer. As a result, we con�rmed
that the AI car could drive appropriately with the rewards we set in the simulation
environment. In addition, we also con�rmed that the AI car could learn by �ne tuning
in a di�erent environment, and that it could also drive appropriately and autonomously
in that environment.

Next, we modi�ed a radio-controlled car to achieve automatic driving in a real
environment. To achieve this goal, we veri�ed whether the AI car could achieve proper
driving in a real environment by taking data from automatic driving of the AI car using
a model obtained by training in a simulation environment and then learning on the
simulator using the data. However, the AI car was implemented using the Jetson Nano
[5] microcontroller for edge AI and the Donkey Car kit [6]. As a result, we con�rmed
that the AI car can properly drive automatically using the learned model obtained from
the simulation. As a result, it was con�rmed that the AI car using the learned model
obtained from the simulation could drive appropriately in an autonomous manner.

Our group aimed to accomplish the implementation of autonomous driving within
an actual environment. As a result, we were able to achieve self-driving within a real
environment by implementing an AI car using "World model" that properly drives
autonomously on a course. This achievement is believed to be a signi�cant contribution
to the advancement of brain-inspired arti�cial intelligence and its practical application
in the realm of autonomous robotics. In the future, our intention is to enhance the
sample e�ciency and generalization performance of the AI car, as well as investigate
the potential for its utilization in a variety of real-world scenarios.

Keyword World Model, Deep Learning, Automated Vehicle, Jetson Nano

（※文責: 黒岩蒼太郎）
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Make Brain Project

第 1 章 はじめに

1.1 背景
近年、機械学習の一つである強化学習に注目が集まっている。強化学習とは、試行錯誤を繰り返
すことによって最適な方法を学習するものであり、正解データを必要とせず学習できるといった利
点がある。有名な活用例としては将棋や囲碁などがある。
そこで、我々は世界モデルを用いた自動運転を実現することで世界モデルの実環境における可用
性を検証した。その背景としては、既存のモデルフリー強化学習にはいくつかの欠点が存在する。
その欠点の内、我々が世界モデルを利用することで次の 2点の改善を図る。1つ目の欠点はサンプ
ル効率が悪いという点である。モデルフリー強化学習ではモデルベース強化学習のように自身の内
部に環境を構築することを行わないため、学習に用いるデータを全て自身で用意する必要がある。
そのため、サンプル効率が悪いという点はモデルフリー強化学習の欠点であると言える。2つ目の
欠点は汎用性が低いという点である。モデルフリー強化学習では先にも述べたように自身の内部に
外界の環境をモデルとして構築せず、ただ自身の行動によって環境がどう変化するのかだけを入力
データとして学習するため、環境そのものについて学ぶことは難しい。そのため、汎用性が低いと
いう点はモデルフリー強化学習の欠点であると言える。
上で挙げた既存のモデルフリー強化学習が持つ２つの欠点を解決する手法として脳型人工知能に
注目が集まっている。脳型人工知能が注目される理由としてはサンプル効率、汎用性ともに非常に
優れていることが十分に検証されている我々の脳を数理モデル化することが欠点の解決の糸口とな
ることが期待されているためである。我々は、脳型人工知能の一つである世界モデルに注目した。
世界モデルはモデルベース強化学習の中でも学習効率に優れたモデルである。その理由は環境の圧
縮された空間的・時間的表現を学習することで外界の環境を自身の内部に構築し、その環境内で迅
速に自己教師あり学習ができるためである [1]。また、世界モデルは汎用性にも優れたモデルであ
る。その理由は未来が複数存在する確率論的な状態で環境のモデルを保持するためである。そうす
ることによって決定論的なモデルでは得られない汎用性を獲得する。
しかし、世界モデルはシミュレーション環境で高いスコアを持つが、実環境での応用例が少ない
という実態がある。その要因として実環境の不確実性の考慮が難しい点と、観測情報の次元が高す
ぎることが挙げられる。

（※文責: 伊藤生慈）

1.2 目的
本グループの目的は世界モデルの実環境における可用性を検証することである。1.1節で述べた
ように、世界モデルには既存のモデルベース強化学習が持つサンプル効率の悪さと汎用性の低さを
改善させる可能性がある。しかし、現状世界モデルを実環境に応用することに課題があり実例も少
ない。このような状況の中で世界モデルを実環境に応用できる可能性を示すことには意味があるの
ではないかと考えた。
具体的な検証方法としては、世界モデルを用いて自動運転を実装することである。検証方法とし
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Make Brain Project

て自動運転を選んだ理由は 2つある。1つは、シミュレーション環境で高いスコアを得ていること
から、自動運転への応用についての研究が既になされていること [1]。もう 1つは、自動運転に必
要な入力情報は他のタスクに比べて限定されているためである。具体的には、カメラから与えられ
る外界の視覚的な情報に変化が少なく情報量が少ないことと、自動運転を実現するために必要とな
る車の行動の種類がステアリングの角度とスロットルの大きさのみであり、同様に情報量が少なく
環境の学習が行いやすいと考えたためである。

（※文責: 伊藤生慈）

1.3 先行研究
世界モデルとは、エージェントを取り巻く環境のモデルを、観測から学習する枠組みを指す。ま
た、深層学習の領域で近年急速に研究が進められており、今後の人工知能の鍵となるトピックとし
て注目されている。David Ha らは RNN ベースの世界モデルと行動決定を行うコントローラに関
するいくつかの重要な概念の一部をテストする簡便なアプローチを紹介した [1]。その一部として、
id Softwareが開発したビデオゲーム「Doom」をベースとした AI研究プラットフォームである、
VizDoom 環境や OpenAI Gymのゲーム環境の 1つである、CarRacing-v0環境における強化学
習によるタスクの実行やその精度が示されている。
強化学習とは、ある環境内のエージェントが現在の状態を観測し、取るべき行動を決定する問題
を扱う機械学習の一種である。また、エージェントは行動を選択することで環境から報酬を得るこ
とができ、強化学習は累積報酬を最大化するような方策を学習する。
世界モデルは環境からの観測情報を圧縮する V(Vision) モデル、圧縮した表現から次の時間ス
テップの表現を予測する M(Memory) モデルにより構成される。また、Vモデルとして変分自己
符号化器（以下、「VAE」と呼ぶ。）、MモデルとしてMDN-RNNが使用される。
Cae-Racing-v0のテストの例では、VAEは Car-Racing-v0からの観測をもとに V(Vision)モデ
ルの学習を行った。ここでM(Memory)モデルを学習させるために、学習された Vモデルを用い
て、各フレームに前処理した。この前処理されたデータと、記録されたランダムアクションを用い
たMDN-RNNの学習により時刻 t における状態遷移確率

P (zt+1j at; zt; ht)

をモデル化した。ただし、a は行動、z は VAEから得た潜在変数、h は RNNの隠れ状態である。
また、世界モデルを用いた、モデルベース強化学習の先行研究が他にも行われている。Danujar

Harfnerらは、上記の状態遷移確率に加えて、現在の状態から報酬を予測する報酬モデル

p(rtj zt)

を導入した、PlaNet(Deep Planning Network) を発表した [2]。ただし、r は報酬である。また
PlaNetでは方策関数を作成しておらず、クロスエントロピー法によるオンラインプランニングを
行っている。また、Danujar Harfnerらは前述 PlaNetをもとに、状態 st から行動と価値を予測す
る方策と価値関数を明示的にモデルとして学習する、Dreamerを発表した [4]。

方策関数のモデル : p(atj zt)

価値関数のモデル : v(zt)
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これにより、PlaNet と同様の世界モデル上のみで、強化学習エージェントが訓練できるよう
になり、PlaNet と比べ、サンプル効率がさらに良くなった。Dreamer のサンプル効率の良さは
Danujar Harfner ら (2020) の中で示されている。Danujar Harfner ら (2020) は A3C や D4PG

といったの強化学習手法に加え、PlaNet によるモデルベース強化学習、Dreamer によるモデル
ベース強化学習の比較を行った。

図 1.1 Dreamerは、20タスクのベンチマークにおいて、最終的な性能、データ効率、計算時
間の点で、これまでの最良のモデルフリー手法（D4PG）およびモデルベース手法（PlaNet）を
上回った。 (Hafner, Dら, 2019 [4])

図 1.1 は、同様の 20 個のタスクを 4 つの強化学習手法で行った際の結果である。PlaNet や
Dreamer を用いた、世界モデルを使ったモデルベース強化学習では、5600 ステップ、D4PG、
A3Cといった既存の強化学習手法では 106 ステップ学習を行った際の結果である。この結果から、
Dreamer が他の強化学習手法に比べて少ないサンプル数から、同等の結果が得られているといえ
る。また Danujar Harfner らは DreamerV2 を発表した [5]。DreamerV2 では VAE の潜在変数
分布に正規分布ではなく、離散表現（カテゴリ分布に従う）にし、勾配として straight-through

gradient を用いた。また、多くの世界モデルでは各画像から抽出される情報量を正則化し、汎化
を容易にするために、Posterior を Prior に近づけながら正確な再構成を促す ELBO 目的関数を
用いている。この目的関数は、エンドツーエンドで最適化され、Posteriorと Priorはどちらかを
他方に近づけることで類似性を高めることができる。しかしながら Priorがまだ正確でない場合、
Posteriorを Priorに近づけることに問題がある場合がある。そこで、Priorを Posteriorの方へ早
く動かす KLバランシングという手法をとった。これらの改良から、図 1.2に示すように、Atari

においてモデルフリー強化学習を大幅に上回る結果が得られた。

Prior : P (ztjht)

Posterior : P (ztjht; ot)

ただし、oは環境からの観測情報である。
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図 1.2 スティッキーアクションを持つ 55のゲームを 2億ステップ実行した Atari環境におけ
るエージェントの人間のスコアをもとに正規化した中央値スコア (Hafner, Dら, 2020 [5])

（※文責: 渡邉悠仁）

1.4 先行研究の問題点
世界モデルには、以下のような課題が存在する。

(1). 先行研究で示されている世界モデルの利用例はいずれも、比較的次元数が少ないシミュレー
ション環境のみに限定されている

(2). 実環境はシミュレーション環境に比べ次元数が高い
(3). 先行研究では実環境における、世界モデルの工学的応用に関する考察が少ない

（※文責: 渡邉悠仁）

1.5 課題
1.4 節に挙げた問題点を解決するための具体策は次のとおりである。(1) の解決のため、世界モ
デルを用いた強化学習による自動運転を実現させ、実環境における世界モデルの可用性を検証す
る。ただし、システム全体としての学習を可能にする世界モデルは、自動運転が要求する要件を満
たしており、これを実現させるアーキテクチャとして適切であると考えた。(2) の解決のために、
実環境においてシミュレーション環境と似せた道路を作成し、シミュレーション環境で学習した重
みを使ってファインチューニングを行った。このようにすることで、実環境における学習のコスト
が低くなると考えた。(3)の解決のために、(1)の解決で述べたように、実環境で自動運転を実現す
ることによって、工学的応用性を検証する。

（※文責: 渡邉悠仁）
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第 2 章 プロジェクト学習の概要

2.1 問題の設定
本グループは世界モデルを用いた自動運転の実現を以て、1.4節で述べた問題点の改善を目指す。
そこで、世界モデルを実装した Donkey Carを用いて、自動運転の実現を目指し、工学的応用性を
検証する。また、車は行動のパターンが限られており、行動選択の学習が行いやすいため、世界モ
デルの実環境への応用にあたって自動運転を選択した。

（※文責: 渡邉悠仁）

2.2 課題の設定
本グループは、XiaoR Geek製のカーキットを使用し、車載カメラを外界からの入力として車の
制御を行う。また、シミュレーション環境で学習したモデルを、実環境でファインチューイングさ
せる。ファインチューニングを行った理由としては、シミュレーション環境下で学習したモデル
を実環境でファインチューニングすることで、実環境での学習コストが低くなると考えたからで
ある。

（※文責: 渡邉悠仁）

2.3 到達目標
2.2 節の課題を達成するために本グループでは、目標を 2段階に分けて活動を行った。まず、1つ
目の目標は、シミュレーション環境での自動走行を目指した。具体的には自動運転プラットフォー
ムである Donkey Car が提供するシミュレータを利用して、世界モデルを用いた強化学習により、
自動運転を行わせた。2つ目の目標は、1つ目の目標であるシミュレーション環境で学習したモデ
ルをファインチューニングすることで、実環境で自動走行させることを目指した。また、報酬設定
は実環境でも利用できるような報酬設定をシミュレータと実環境で統一化した。

（※文責: 渡邉悠仁）
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第 3 章 活動内容
本章は、活動内容の流れを簡潔にまとめたものである。詳細なログは、第 8 章「活動内容の詳
細」で確認されたい。

3.1 夏季休暇までの活動
我々は、世界モデルの実環境における可用性を検証することを目標とし、その手段として世界モ
デルを利用して構築されている強化学習モデルを利用して AIカーの自動運転による走行を実現す
ることを定めた。
次に世界モデルについての勉強会を行った。主に David Haら (2018)から世界モデルの細部ま
でをグループ全体で確認し合いながら時間をかけて理解を共有した。
さらに、世界モデルの学習と並行して、我々が今後必要なものを発注した。初期で発注したもの
は、XiaoR Geek社製のカーキットと、SDカードである。車の本体を自作せず、カーキットを購
入した理由は、我々のグループが重きを置く部分は世界モデルを用いた実環境における可用性を検
証することであり、車のハードウェア部分にかかる時間を省くためである。
また、我々の目標を達成する方針として、初めにシミュレーション環境内で学習させることと、
使用するコードは勉強会で使用していたコードを自動運転用に改造していくことが定まった。な
お、学習には画像処理に優れた GPU を搭載した PC を用いた。その後、PC のセットアップを
初めに行った。PCの OSはもともとWindowsであったが、我々は強化学習の研究分野で主流で
ある Ubuntu に変更した。ディープラーニングフレームワークは PyTorch を用いた。このとき、
PyTorchの都合上 Ubuntuのバージョンをダウングレードする処置を行った。その後 pyenvを使
用して作った仮想環境内で必要なモジュールのインストールなどといった環境構築を行った。ま
た、コードを実行しやすくするために、Jupyter Notebookをインストールした。最後に、勉強会
で使用していたコードを問題なく実行することができ PCのセットアップが完了した。

（※文責: 伊藤生慈）

3.2 夏季休暇以降の方針とその改定
我々は夏季休暇に入る前に、8月末までの目標設定を行った。具体的には、作業の全工程のうち

3割を終えることを目標に掲げた。そして、8月末になり、メンバーと話し合った結果、目標を達
成できたと判断したため当初の目的を継続することとした。
その後、夏季休暇の終了直前に成果発表会を見据えた後期活動の具体的な計画を立てた。具体的
な計画は 8.2節で述べる。また、実際に計画を立てる最中、工程が不透明な作業が多かったため考
えられる最悪な場合を考慮し、複数の計画を立てた。
後期活動を行っていく中、都度計画の修正を行った。加えて、このままの進行では、成果発表会
までに間に合わないと判断し、従来の活動日に加えて、月曜日、木曜日、土曜日を新たに活動日と
して加えた。実際、成果発表会の 1カ月前までに学習の段階に入れなかったため、今後の方針を修
正する必要があると判断し、メンバーと話し合った。その結果、このまま活動を継続して実環境で
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の自動運転が実現できなかったとしても、それも成果であるという結論になり、当初の目的を継続
することにした。

（※文責: 加藤木敦也）

3.3 使用機材
我々が使用した PC は、サンテックス社製のノート PC である Zephyrus G15 を使用した。こ
の PCには CPUとして Ryzen9、GPUとして高い性能を持つ Geforce RTX 3070が搭載されて
いる。そのため、我々が行ったような、画像データを使った学習などのような本来であれば時間の
かかる作業を非常にスムーズに行うことができた。
Jetson Nano については、NVIDIA社が販売するマイクロコンピュータであり、マイクロコン
ピュータには珍しく GPUを搭載している [6]。NVIDIA社の強みである GPUが搭載されている
ことで、CUDA というアーキテクチャを用いて高速な並列処理を行うことができ、Jetson Nano

単体で画像を使用する重い処理ができるといったメリットがある。
Donkey Carは、ラジコンカーなど小型自動車向けのオープンソースの自動運転プラットフォー
ムであり、Unityを用いて作成された、車体の重さなども反映される非常に精度の高いシミュレー
ション環境も提供している [3]。このシミュレータでは、様々な背景や道路がまとまって設定され
た環境が複数提供されている。また、強化学習を行う上で必要となる、観測データ、行動データ、
報酬などの情報が設定されていた。Donkey Car は、今日でも活発に活動を行っているコミュニ
ティが多数存在し、多くの情報を閲覧することができる。また、質問用の Discordチャンネルが用
意されており、初心者でも開発しやすい環境が整備されている。
我々が発注して使用したカーキットは、XiaoR Geek社が販売しており、Jetson Nanoのメモリ
に OSが入った状態で納品され、Donkey Carのプラットフォームを利用できるようにカスタマイ
ズされている [7]。カーキットから組み立てた Donkey Carを図 3.1に示す。カーキットの内容と
しては車本体、Jetson Nano、DCモータ、サーボモータ、カメラ、モータドライバを含む Jetson

Nanoの拡張ボードである。この拡張ボードは Jetson Nano & XiaoR Geek driver Boardという
ものであり、ネット上ではほとんど情報を得ることができず開発を進める中で障害となった。

図 3.1 カーキットより組み立てた Donkey Car

実環境での学習に使用したサーキットは、図 3.2に示すように黒い背景布にガムテープを貼るこ
とで自作した。サーキットの製作では、シミュレーション上で学習させたモデルを用いてファイン
チューニングを行うため、実環境のサーキットをシミュレーション内の環境と似せることで、より
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学習しやすくなると考え、シミュレーション内の環境と似た環境のサーキットが作れるように注意
した。また、報酬計算でカメラから得られる色の情報を重視しているため、報酬が得られやすいよ
うに、サーキットの色の調節にも注意した。

図 3.2 作成したサーキット

（※文責: 伊藤生慈）

　

3.4 シミュレーション環境
3.4.1 シミュレータの導入
3.3節で述べたように、我々は Donkey Carが提供する自動運転シミュレータを使用した。初め
に、シミュレータのダウンロードは GitHubにまとめられていた方法に沿って行った。しかしなが
ら、我々が使用した Dreamerの実装コード（以下、Dreamer）は Python3.6.9を前提に書かれて
いた。それゆえ、Pythonのバージョンを 3.7.0に上げるにあたり、Dreamerの学習内で主に利用
されるライブラリである PyTorchなど、様々なライブラリのバージョン調整を行った。

（※文責: 渡邉悠仁）

3.4.2 シミュレータの利用
シミュレータと Dreamerの依存関係を整備し、我々は次にシミュレーション環境と Dreamerの
インタフェース部分の調整の作業を行った。初めに、シミュレーション環境を Dreamer内で呼び
出すために、必要なクラスや関数をシミュレータのコード内を確認し、インポートを行った。次に、
Dreamerの実装には入力情報として観測データ、行動データ、報酬、1エピソードの終了フラグ情
報を必要としていたため、それらをシミュレータから取り出す作業を行った。また、シミュレータ
が観測データを 120�160サイズで出力する一方、Dreamerは入力情報として、64�64サイズの観
測データを必要としていたため、Dreamer 内でシミュレータから取り出した観測データを使用す
る際は、OpenCVによる画像のリサイズを行った。次に我々は、Dreamerで学習を行う際に入力
情報として使用する報酬の計算方法を考えた。シミュレータ内ではもともと、報酬を計算するアル
ゴリズムが実装されていたが、道路の中心からの距離など、シミュレータであるからこそできる報
酬設定がなされていた。また、もともとシミュレータ内で実装されていた報酬設定で Dreamerで
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の学習を行った際、600エピソードで適切な学習が行われていたと判断したため、Dreamerの学習
は 600エピソードを基本とした。

（※文責: 渡邉悠仁）

3.4.3 シミュレーション環境におけるDreamerの学習
我々は、シミュレーション環境で学習したモデルを使用して、実環境におけるファインチューニ
ングを行うことを計画していた。そこで実環境での学習も考慮し、報酬設定は道路の中心である黄
色線の RGB値と行動データの 1つである、スロットル値から定義することとした。また、RGB

値の報酬は、黄色線を感知するような RGB値範囲を定め、それを満たすピクセルの割合である、
pixel percentageから算出した。

報酬計算 :
pixel percentage

5
� throttle

10

また、学習の際、1エピソードの終了を定義するために、dead to countという変数を導入した。
pixel percentage が 0.1% 未満の時に dead to count が 0 から増えていき。dead to count が 30

カウントに達したところで 1エピソードを終了とした。また、30カウントの間で pixel percentage

が 0.1% 以上に戻った際は、カウントを減らすようにした。最後に、この学習したモデルを実環
境でファインチューニングすることを考えていたため、学習が実環境と比べ容易であることから、
他のシミュレーション環境による、このタスクにおけるファインチューニングの有効性の検証を
行った。

（※文責: 渡邉悠仁）

3.5 実環境
3.5.1 自動運転カーのセットアップ「Jassy版」
実環境においては、世界モデル等のソフトウェア側に注力したいという動機から、既存の

Donkey Carに対応するキットを購入することとした。セットアップ作業中、キットに付属されて
いた Jetson Nanoが起動しなくなったため、別途で用意した Jetson Nanoを使用した。この別途
で購入した Jetson Nanoを「Jassy版」と呼称する。「Jassy版」では、環境構築と、我々で用意し
た学習用の Dreamerのコードを正常に動作させられることは確認するところまで進めることがで
きた。ところが、プロジェクト学習終盤で、「Jassy」で我々がインストールした Jetpackではキッ
トに梱包されていた拡張ボードとの互換性がなく、実機のモーターの制御をすることができないこ
とが判明した。そのため、「Jassy版」での活動をあきらめ、後継機として「Nao版」に作業を移行
した。ただし「Jassy版」の詳細は 8.4.1節で述べる。

（※文責: 黒岩蒼太郎）
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3.5.2 自動運転カーのセットアップ「Nao版」
この章では、「Jassy」の後継機として新たに準備された「Nao」に関し記載する。「Jassy版」で
は、XiaoR Geek 社による Donkey Car Kit の Jetson Nano に初期搭載されている、Jetpack を
改造したパッケージ（以下、「改造 Jetpack」と称する）がインストールされてなかったために、
Donkey Carが提供するプログラムの実行をさせることができなかった。そのため、「Nao」ではイ
ンターネット上から見つけ出し、利用することとした。

改造 JetPackと「Nao」のセットアップ
128GBの SDカードに対し、Google Driveからダウンロードした「改造 Jetpack」と、Jetson

Download Centerから「改造 Jetpack」のバージョンである Jetpack4.2に対応する「Jetson Nano

Developer Kit SD card image」をインストール（フラッシュ）した。様々な操作を行い最終的に
上手く行ったバージョンを記載するための準備を行った。フラッシュが完了した後、ライブラリ等
の大きなパッケージをインストールしたり、Dreamer コードを長時間動かしたりすることができ
るようなメモリを確保した。パッケージの準備として、PyTorch等の Dreamer用パッケージをイ
ンストールし、第 8章に記載されている「Jassy版」と同様な方法で依存関係を解消した。「Jassy

版」における Jetpackバージョンと「Nao版」における Jetpackバージョンが異なることから、こ
れまでの requirements を直接的に使用することができないたため、第 8 章で述べる「Jassy 版」
で行っていた様に、地道に一つ一つのバージョンを合わせていくこととした。バージョン合わせの
後、「Nao」とカメラとの通信が確立していることや、サーボモーターと DCモーターが制御され
ていることを確認した。また、学習に必要なデータとして、適切に観測データを保存できているの
かを確認した。後者の目標に関する計画の実行として、Dreamer エージェントにカメラからの観
測データを入力し、Dreamer エージェントから行動データがエラーなく出力されることと、行動
データを適切に保存できていることを確認した。

Dreamer コードと「カーの各構成パーツへの通信機構」との統合
次に、Dreamerコードにおけるシミュレーション環境とのインターフェース部分を、「カーの各
構成パーツへの通信機構」へと変更する作業を行った。流れに関する目標は「Jassy」と同様であ
るが次の 2つに分けることができる。1つ目に、カメラやアクチュエータを正常に動作させ、観測
データを保存できるようにすること。2つ目に、Dreamerコードを統合し、Dreamerエージェン
トから正常に行動データが生成されることを確認することである。前者の目標に対する計画の実
行をする際にインポートについてエラーが発生した。これを解消することが困難な理由は Jetson

Nanoが aarch64という CPUアーキテクチャであることやシミュレーション環境との関係、また
依存関係などである。

実機におけるファインチューニング
実機におけるファインチューニングをさせるためには、学習モデルを PCから実機「Nao」に移
し、そこで再度学習させる必要がある。今回我々は、「Nao」でその場で行動決定をさせる（エッジ
で行動を生成させる）ことが重要であると考え、図 3.3に示すように学習させることとした。
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図 3.3 学習プロセス

次に、実機におけるファインチューニングをさせる。すなわち、実機を動かしデータを収集し、
PCの方で学習モデルを更新することを繰り返す。この際、報酬関数を独立させ、報酬に用いるた
めのピクセル数が正しく計算できていることを確認した。また、その報酬に対応しているピクセル
の量がシミュレーション環境と同等のものになるように調節した。ただし、実環境におけるカメラ
から観測したデータに基づいて報酬を計算する際、報酬とみなす RGBの範囲を広めに設定した。
結果として、シミュレーション環境において制作した学習モデル（学習済みのモデル）を用いて
サーキットで走らせたところ、非常に高い精度での走行をさせることができた。また、この際に収
集した観測データおよび行動データを用いて報酬を計算し、PCにおいて学習モデルを更新（ファ
インチューニング）させることによる、それの走行も確認することができた。

（※文責: 中村仁）
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第 4 章 成果とその評価

4.1 シミュレーション環境
4.1.1 シミュレータの導入と環境構築
シミュレータの導入は GitHub にまとめられていた方法に沿って行った。ここでは、シミュ
レータのダウンロード方法や、利用方法がまとめられている。我々は当初 Dreamer の実装が
Python3.6.9を前提としていたため、利用していたが、シミュレータの利用に際して、Python3.7.0
以上を使う必要があった。そのため、PyTorch などのライブラリや GPU を利用するために必
要な CUDA などのバージョンの調整を行った。最初は実機とのバージョン合わせを考慮して、
Docker を利用した環境構築を行ったが、Docker に対する知識の不足から、作業をスムーズに進
めることができなかった。最終的には、pyenv と virtualenv を利用した環境構築を行ったことに
より、Pythonのバージョンが自由に変更できるだけでなく、仮想環境を複数つくることでアーカ
イブを残しつつ、実験的な作業を含めて、作業を安全に行うことができた。これらの結果として、
Dreamer でシミュレータを利用することが可能となった。環境構築に関しての作業の大変さを知
ることができたこと、それに関する様々な方法、解決策を調査したことは、今後にとって良い経験
になったと考える。

（※文責: 渡邉悠仁）

4.1.2 Dreamerでの学習結果
図 4.1 から、観測データの再構成が概ね適切に行われていることがわかり、適切な予測が行わ
れていることが分かる。また、図 4.2 から model loss についても、500 エピソードから概ね収束
していることから、適切に学習が進んでいることが分かる。ここで model loss は VAE における
Posteriorと Priorの間の KLダイバージェンスと VAEのデコーダによる再構成誤差、RNNにお
ける報酬予測誤差の 3つの和をとっている。また、学習モデルを利用した自動運転の実行時の様子
から、運転や再構成に関してはよくできていると判断した。

図 4.1 VAEによる再構成

Group Report of 2022 SISP - 12 - Group Number 22-A



Make Brain Project

図 4.2 model loss

（※文責: 渡邉悠仁）

4.1.3 ファインチューニングの結果
図 4.3の結果から観測データの再構成が概ね適切に行われていることがわかり、適切な予測が行
われていることが分かる。しかしながら、図 4.4から model lossについては、約 50エピソードま
で概ね収束していたが、図 4.5 から 50 エピソードを超えたあたりで kl loss が急激に増加してし
まっていたために増加してしまった。ファインチューニングに用いた環境が複雑であることが主な
要因であると考えたが、修正には至らなかった。また、学習モデルを利用した自動運転の実行時の
様子から、運転や再構成に関してはよくできていると判断した。

図 4.3 ファインチューニング後の VAEによる再構成

図 4.4 ファインチューニング後の model loss
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図 4.5 ファインチューニング後の kl loss

（※文責: 渡邉悠仁）

4.2 実環境
2.3節において述べた通り、我々の目標は、実環境内での自動走行である。そのため、シミュレー
ション環境における学習済みモデルを、実環境下でファインチューニングすることにより実環境に
おける自動走行を実現させることを試みた。

4.2.1 Jassy

結論から言うと、「Jassy版」においては当初設定していた目的を達成することはできなかった。
当初の予定であった拡張ボードとの接続がうまくできなかったためである。様々な原因が考えられ
るが、特に大きいのは次の２点である。

1. Xiaor Geek社から提供されている「改造 JetPack」は、拡張ボードをすぐに使用可能にす
るために様々な設定が加えられていたこと

2. そのため、通常の JetPackとの変更点を全て確認し自分たちの手で「Jassy版」の設定を変
更する必要があったが、それを完遂することができなかったこと

ゆえに、当初予定していた目標である実環境内での走行は「Jassy版」では達成することができな
かった。しかし、自分たちで用意した学習用の Dreamerコードを正常に動作させられることは確
認できた。また、この「Jassy 版」における作業を通して、エッジコンピューティングにおける
CPUのメモリ管理の重要性やハードウェアを実際に動作させることの難しさを学ぶことができた。
さらに言えば、これらの作業を通して選択肢が狭まり、結果的に自分たちがやるべき作業を明確化
することができた。なお、その作業もスケジュール通りには進めることができなかったが、最終的
には成果につながった。以上を踏まえると、目標の達成こそできなかったが、一連の作業は次の
「Nao版」で目標を達成するための基盤になったので、「Jassy版」での悪戦苦闘には意義があった
と言える。

（※文責: 黒岩蒼太郎）
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4.2.2 Nao

結論から言うと、当初からの目標を達成させることができた。まず、「Jassy版」と同様に、自分
たちで用意した学習用の Dreamerのコードを正常に動作させられることは確認できた。また、拡
張ボードとの接続も順調に進ませることに成功し、学習に関する工夫や、報酬も適切に設定するこ
とができた。その結果、実環境における自動走行をさせることができた。これは、世界モデルの実
環境における可用性を強く打ち出すことに成功し、今後のモデルベース強化学習における発展に寄
与することができたという意義があると考えている。
加えて、これは発表 2日前に徹夜で行ったことによる成果であった。今後やるべきことが明確で
あったとしても全く計画通りではなかったという点で、グループ Aの学生に対しプロジェクト学
習の厳しさ及び大変さを再確認させる非常に大きな契機を与えた。

（※文責: 中村仁）

4.3 中間発表会
中間発表は 2022年 7月 8日に対面形式で開催された。発表と質疑応答の合計 15分を前半、後
半それぞれ 3回ずつ行った。発表後、聴講者にアンケートフォーム用の QRコードを読み込んでも
らい、発表技術と発表内容について、各項目 10点満点の評価点数と理由やアドバイスなどを記入
してもらった。

4.3.1 外部評価
アンケートの評価件数は 46件、発表技術についての平均が 7.76点、発表内容についての平均が

8.2点であった。発表技術と発表内容についての評価を図 4.6と図 4.7に示す。評価理由の記述を
一部抜粋し以下に示す。

• スライドは工夫されていましたが説明が不足しているのでは、と思われる箇所があった
• プロジェクトの名前とサービスが思っていたものと違っていた。それについての説明を最初
にして欲しかった

• 専門用語が多く、内容を理解しきれない
• 声が小さくてほとんど聞き取れなかった

などの意見があった。

図 4.6 発表技術の評価
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図 4.7 発表内容の評価

（※文責: 加藤木敦也）

4.3.2 総評
我々なりに世界モデルについてかみ砕いて説明したつもりだったが、VAEといった専門的な知
識を用いることによって、聴講者にとって理解しにくい内容になってしまった。また、世界モデル
を用いて何をしたいのかという目標が分かりにくいという指摘もあり、成果発表会で意識するよう
明記した。加えて、声が聞こえにくいや小さいといった意見がいくつか見られた。発表練習が少な
かったため、声量を大きくし、スライドの方を向かずに聴衆者の方を向いて発表できるように練習
する機会を多くする必要があると感じた。

（※文責: 加藤木敦也）

4.4 成果発表会
成果発表会は 2022年 12月 9日に中間発表会同様、対面形式で開催された。中間発表会の反省
を踏まえ、プロジェクト全体で発表対策会議を複数回行い、ディスプレイやプロジェクターの配置
等について話し合った。また、先生方に発表練習を見てもらい、スライドの修正を行った。

4.4.1 発表会準備及び方針会議
場所の選定や設営準備に関する会議
発表会の方針は、中間発表会の反省を活かし、グループごとではなくプロジェクト全体として進
めていくこととした。これを実現させるため、プロジェクトリーダーである中村とグループリー
ダーである加藤木および立山が構成する「リーダー会議」が司令塔となり、企画立案と総合調整を
行った。円滑な情報共有と方針制定並びに連帯確保のため、この「リーダー会議」以外のプロジェ
クトメンバーも参加を可能にした「成果発表会に関する対策会議（以下、「成果発表会対策会議」と
呼ぶ。）」を設置し、成果発表会に関する決定を行った。10月末から同会議を 4回開催し、発表会
の対策を総合的かつ強力に推進した。
2022年 10月 31日に開催された第 1回成果発表会対策会議では、中間発表外部評価の振り返り
と今後実行する内容に関し取り扱った。この会議で、プロジェクト全体の概要をより詳細に話すこ
とや、デザイン性のあるポスターを制作すること、発表会をより多くの方に来ていただけるような
ものにするといった方針を決定することができた。また、今後の具体的なスケジュールを決めるこ
とにも成功し、これまでの想定の 2週間ほど前倒しでスライドを制作することが決定した。この決
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定を踏まえ、グループ Aではスライドの制作を前倒しですすめた。しかし、11月の初めは Jassy

版」において時間を割いていたため、我々グループＡは全体としての方針に従いつつ、自動運転を
実現させるための準備を週 5日、4,5限に加え 25時を超える日も多分に含めながら作業を行った。
2022年 11月 28日に開催された第 2回成果発表会対策会議では、より具体的な準備についての
方針決定と細かいスケジュールの策定を行った。先生方への発表を多めにすることで練習としよう
と考え、3回の発表練習をすることとなった。グループ Aでは、先生方への添削の依頼等の日程に
合わせるため、メインポスターとスライドの完成を急いだ。先生方に対する発表の為の準備も進め
る必要があったが、この実行は遅れ、完成は発表会の数日前となってしまった。
2022年 12月 6日開催された第 3回成果発表会対策会議では、グループ Aおよび Bの当日に使
用するスライドの統合や、各班におけるポスター、デザインポスター、動画についての方針決定と
スケジュールの策定を行った。グループ Aは動画の作成をすべて行うこととなった。
2022 年 12 月 8 日に開催された第 4 回成果発表会対策会議は原則全員参加とし、ポスターの印
刷、設営の場所、リハーサル等についての説明を行った。同会議は、会議決定の内容が、必ずしも
全てのメンバーに理解がなされていなかった等の反省あった。これにより設営に遅れが生じ、グ
ループ Aにおけるリハーサルも 2回の予定が 1回のみとなってしまった。指揮系統の多少の乱れ
が存在していたが、大まかな流れはプロジェクトリーダーおよびグループリーダーにより理解され
ており、これに沿って設営等を進め、なんとか発表会に間に合わせることはできた。
そのため、上記 4回の会議が行われるごとに全体としての話し合いや、グループ A内での対応
についても行われ、円滑な情報伝達をすることができたと考えている。

（※文責: 中村仁）

遠隔でのコマンドを実行
成果発表会を見据えて、パソコンから Donkey Carに SSH接続して、遠隔からのコマンド実行
を試みた。Donkey Carが正常に動作しているかを確認するために、当初はモバイルモニタを持ち
ながら動作確認やコマンドを実行しようと考えたが、コンセントやコードの制約があることと、作
業に必要な人手が多くなってしまうという点から、SSH接続による操作を検討した。しかし、発表
前日には正常に SSH接続ができたが、発表当日には接続できないという事態に陥った。そのため、
発表中は SSH接続をやめて、直接コマンドを打ち込んで自動走行をさせる形式をとった。その際、
動作確認は必要ないため、モバイルモニタとの接続を断ち、動作させた。

（※文責: 加藤木敦也）

学習の流れに関する動画の作成
今年は対面形式で実施できたが、それでも周囲との距離を取ったりと配慮が必要だった。また、
多くの人に見てもらいたいという点からディスプレイとプロジェクタをプレゼンテーションベイの
両脇に設置し、人が密集しないよう配慮した。発表時間は限られているため、我々の活動を周知し
てもらいたいという思いから、常時モニタに動画を映した。

（※文責: 加藤木敦也）
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